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1. Cel realizowanej pracy.

Pod pojęciem zbioru treningowego rozumie się tę część większej bazy danych, która jest wykorzystywana w procesie testowania różnych algorytmów klasyfikacyjnych do uzyskania formuł tej klasyfikacji (np. reguł decyzyjnych, wartości dyskryminacyjnych, wag połączeń sieci neuropodobnych, itp.). Można też wykorzystać całą bazę danych do tego celu i uzyskać system decyzyjny oparty na pełnej posiadanej informacji, Opracowane algorytmy dotyczą właśnie takich dla baz danych i służą do realizacji dwóch modyfikacji:

· redukcja danych nadmiarowych

oraz

· wprowadzenie nowych danych wspomagających algorytm w pobliżu regionu granicznego przestrzeni parametrów.

Obie modyfikacje dotyczą sytuacji identyfikacji obiektów dla dwóch klas, co nie jest istotnym ograniczeniem zakresu zastosowania, gdyż każdy problem identyfikacyjny dla wielu klas daje się rozłożyć na etapy zawierające wiele mniejszych zagadnień rozróżnienia klas parami: klasa-klasa lub klasa-reszta. W podobny sposób traktuje się wykorzystanie algorytmu decyzyjnego o nazwie support vector machines (SVM), który jest także zdefiniowany dla przypadku dwóch klas.

Pierwsza modyfikacja ma na celu redukcję bazy danych treningowych i opiera się na spostrzeżeniu, że najistotniejsze dane znajdują się w pobliżu regionu granicznego. W przypadku zastosowania klasyfikatora typu kNN obliczanie odległości od obiektów odległych od regionu granicznego okazuje się być bez znaczenia wobec możliwości osiągnięcia prawidłowej klasyfikacji opartej wyłącznie na obiektach granicznych. Przy odpowiednim rozmieszczeniu tych obiektów dystans liczony od przykładowego obiektu testowanego (nieznanego) będzie zawsze mniejszy do obiektów własnej klasy aniżeli do obiektów obcej klasy. W efekcie celem tej modyfikacji jest zmniejszenie liczby obliczeń na etapie klasyfikacji. Zostają one przeniesione do fazy redukcji. Istotnym elementem w tej redukcji jest kryterium wskazujące na obiekt, który kwalifikuje się do redukcji w największym stopniu, czyli na taki, który jest najmniej potrzebny. Do tego celu została opracowana tzw. metryka względna, liczona z uwzględnieniem oddalenia od regionu granicznego, a ściślej od obiektów obcej klasy.

Druga modyfikacja polega na dodawaniu obiektów w pobliżu regionu granicznego, czyli ”zagęszczeniu” tego obszaru przestrzeni parametrów w celu lepszego nakreślenia hiperpowierzchni granicznych. Widać tutaj odmienne podejście aniżeli w przypadku algorytmu SVM, gdzie dokonuje się aproksymacji tej hiperpowierzchni przez funkcję jądra. W opisywanym algorytmie obiekty są dodawane w taki sposób, aby algorytm typu kNN działał niezawodnie dla uzyskanych po tej modyfikacji danych. Znaczy to tyle, że każdy obiekt ma za najbliższego sąsiada inny obiekt z własnej klasy, co nie zawsze zachodzi dla danych nieprzetworzonych, otrzymanych wprost z algorytmu parametryzacyjnego.

2. Analiza danych w strefie regionu granicznego w przypadku problemu dyskryminacji dla dwóch klas.

Podstawą do decyzji ustalającej przynależność do jednej z dwóch klas, które zajmują rozłączne obszary w wielowymiarowej przestrzeni parametrów jest wynik obliczeń będących elementem zastosowanego klasyfikatora. Dla klasyfikatora kNN są to dystanse związane z założoną a priori metryką.

Metryka względna okre

3. Redukcja danych nadmiarowych.

Większość obliczeń dystansów pomiędzy obiektami zarówno wewnątrzklasowych jak i międzyklasowych jest przeniesiona do tego etapu.

4. Uzupełnianie hiperpowierzchni granicznych.

Zapobieżenie pewnego rodzaju sprzeczności danych mogących wystąpić zarówno podczas parametryzacji jak i podczas poprzedniego etapu: redukcji. Jest to potrzeba wynikająca z uniknięcia błędów podczas testu typu „leave one out”.

5. Przykłady zastosowania dla parametrów muzycznych.

Wybrano utwory muzyczne z dwóch gatunków muzycznych

6. Podsumowanie i wnioski.

Rys. 1. Przykład rozmieszczenia na płaszczyźnie parametrów cepstralnych dla dwóch klas – gatunków muzycznych.

Rys. 2. Płaszczyzna parametrów cepstralnych po redukcji.

Rys. 3. Płaszczyzna parametrów cepstralnych po „zagęszczeniu” regionu granicznego.

Rys. 4. Przykład obrazujący dane nie spełniające warunku poprawnej klasyfikacji według algorytmu kNN.

Rys. 5. Przykład obrazujący poprawną klasyfikację po redukcji danych.
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